Ktokolwiek widzial, ktokolwiek wie!
Ukradziono Nagrode Nobla z fizyki!

Beware! The Nobel Prize in physics got stolen!
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Abstrakt. Nagroda Nobla z fizyki w 2024 zostala przyznana Johnowi J. Hopfieldowi z Uniwersytetu w Princeton
i Geoftreyowi E. Hintonowi z Uniwersytetu w Toronto za fundamentalne odkrycia i wynalazki umozliwiajgce uczenie
maszynowe przy uzyciu sztucznych sieci neuronowych. Cho¢ wywotata kontrowersje wéréd naukowcéw, to wpisuje sie
ona w trend nagradzania twércow nowych przyrzagdéw do badania §wiata, a takim staje si¢ ostatnio uczenie maszynowe.
Opisuje w tym artykule dokonania noblistéw, w szczegélnosci sie¢ Hopfielda i maszyne Boltzmanna i wyjasniam, jak
réznig si¢ od wspotczesnego paradygmatu uczenia maszynowego. Zwracam tez uwage na ograniczenia sieci neuronowych,
a takze ekscytujacy dwukierunkowy wplyw, jaki wcigz majg na siebie nawzajem uczenie maszynowe i fizyka.

Stowa kluczowe: 2024 Nagroda Nobla z fizyki w 2024, uczenie maszynowe, sieci neuronowe, sie¢ Hopfielda, maszyna
Boltzmanna

Abstract. The 2024 Nobel Prize in Physics was awarded to John J. Hopfield of Princeton University and Geoffrey E. Hinton
of the University of Toronto for fundamental discoveries and inventions that enable machine learning using artificial neural
networks. Although controversial among scientists, the award is part of a trend of rewarding creators of new devices for
studying the world, and machine learning has recently become such a device. In this article, I describe the achievements of
the Nobel Prize winners, in particular the Hopfield network and the Boltzmann machine, and explain how they differ
from the modern paradigm of machine learning. I also describe the limitations of current neural networks, as well as the

exciting bidirectional influence that machine learning and physics continue to have on each other.
Keywords: Nobel Prize in Physics, machine learning, neural networks, Hopfield network, Boltzmann machine

»Ukradziona” Nagroda Nobla. Dawno Nagroda Nobla
z fizyki nie wywolata takiego poruszenia jak ta ogloszona
8 pazdziernika 2024. Wowczas poznalismy werdykt Kro-
lewskiej Szwedzkiej Akademii Nauk, ktéra przyznata te
najbardziej prestizowa z nagréd Johnowi J. Hopfieldowi
z Uniwersytetu w Princeton i Geoftreyowi E. Hintonowi
z Uniwersytetu w Toronto za fundamentalne odkrycia
i wynalazki umozliwiajgce uczenie maszynowe przy uzy-
ciu sztucznych sieci neuronowych. Nawiasem mowiac,
dzien pdzniej potowa Nagrody Nobla z chemii przypa-
dfa Demisowi Hassabisowi i Johnowi Jumperowi z firmy
Google DeepMind za przewidywania struktury biatek,
umacniajgc dominacje sieci neuronowych w nauce. Jak
to si¢ stalo, ze informatyka ,,ukradla” Nagrode Nobla
fizyce?

Nowe narzedzie do badania $wiata. Uczenie maszy-
nowe to nowe podejscie do starych i nowych probleméw,
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bedace nowym spojrzeniem na posiadane informacje,
potencjalnie pozwalajacym unikna¢ ludzkich uprzedzen.
Gdy spojrzymy na nie jak na nowe narzedzie do bada-
nia naszej rzeczywisto$ci, natychmiast zobaczymy, ze
Nobel 2024 wpisuje si¢ w trend nagradzania budowa-
nia nowych przyrzadéw pomiarowych. W 1907 Nagroda
Nobla z fizyki zostala przyznana za konstrukcje inter-
ferometru, w 1924 nagrodzono wysitki prowadzace do
spektroskopii rentgenowskiej, a w roku 1986 nagrodzone
zostaly projekty mikroskopu elektronowego i skaningo-
wego mikroskopu tunelowego, nie wspominajgc juz o wy-
nalezieniu tranzystora (Nobel 1956) i ukladu scalonego
(Nobel 2000). Jeden z noblistow z fizyki, Steven Chu (na-
grodzony w 1997 za rozwéj metod chlodzenia atoméw
do temperatur bliskich zera bezwzglednego) powiedziat
nawet, Ze najpewniejszy sposob na Nobla to zrobienie
nowego przyrzadu pomiarowego. Poréwnat to do zagla-
dania po raz pierwszy pod nowy kamien - z duzym praw-
dopodobienstwem znajdziecie tam co$ ciekawego!
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Rys. 1. Przyklady (a) sieci Hopfielda, (b) maszyny Boltzmanna i (c) prostej sieci neuronowej

Modele Hopfielda i Boltzmanna a sieci neuronowe. Te-
goroczni laureaci Nagrody Nobla z fizyki postawili ka-
mienie wegielne pod fundament wspéiczesnego uczenia
maszynowego. Co wigcej, zrobili to metodami wywodza-
cymi sie z fizyki statystycznej. Zaproponowali i rozwineli
sieci, inspirowane modelami spinowymi w fizyce, np.
modelem Isinga, ktérych uczenie polegalo na minimali-
zacji energii. To podejécie oparte na energii rozni si¢ od
wspolczesnie uzywanych najpopularniejszych sieci neu-
ronowych, ktore trenuje si¢ przez minimalizacje bledu,
jaki popelniajg w danym zadaniu. Modele noblistéw przy-
gotowaly jednak grunt pod wspdlczesne sieci (ponadto
Hinton zaproponowal wiele skutecznych heurystyk wy-
korzystywanych w treningu sieci po dzi$ dzien). Modele
bazujace na energii s3 rdwniez stosowane w fizyce kwan-
towej jako reprezentacja stanow kwantowych. Ponadto,
niektdrzy czolowi specjali$ci w uczeniu maszynowym
jak Yann LeCun postulujg powrdt do korzeni i porzuce-
nie wspoélczesnego paradygmatu na rzecz modeli opar-
tych na energii [1]. Prace noblistow sg wiec dalej istotne
w szybko zmieniajacym sie krajobrazie uczenia maszy-
nowego; takze w kolejnych paragrafach spojrzymy na ich
dokonania nieco doktadnie;.

Sie¢ Hopfielda. Fizyka statystyczna i modele spinowe
wkroczyly do uczenia maszynowego po raz pierwszy jako
sieci Hopfielda. Sieci Hopfielda to w pelni polgczone
sieci rekurencyjne zaproponowane przez Williama A.
Littlea w1974 [2] i rozwiniete przez Hopfielda w 1982 [3].
Schemat takiej sieci przedstawiono na rys. 1(a). Kazdy
wezel tej sieci, zwany tez neuronem, niczym spin 1/2,
przyjmuje binarne wartoéci, x; € {—1, 1}, zwane aktywa-
cjami. Wezly tej sieci sg polaczone w sposdb symetryczny,
wij = wj;, a wagi tych polaczen sg rzeczywiste. Danej
konfiguracji (wartosci aktywacji i wag) sieci Hopfielda
mozna przypisac energie

Fy(x) = —Zx,-w,-jxj. )
ij
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wzmacnianiu polaczen miedzy tymi neuronami, ktére
sa jednoczes$nie aktywne. Koficowe wagi wytrenowanej
sieci oznaczamy w. Na etapie przewidywania, sie¢ jest
w stanie wskaza¢, do ktdrego wzorca dana wejsciowa
jest najbardziej podobna, poprzez sprawdzenie energii
odpowiadajacej danej wejsciowej i znalezienie najbliz-
szego minimum energetycznego. Bardziej precyzyjnie,
sie¢ odnajduje wzorzec poprzez wielokrotng aktualizacje
stanow neurondéw w zaleznosci od wartosci wszystkich
innych neuronéw: x; <— sign(}; w;;x;). W ramach tej
procedury x = {x;} zbiegaja do lokalnego minimum
funkcji energii i odtwarzaja odpowiadajacy zapamietany
wzorzec. Hopfield pokazal, ze taka sie¢ moze dziataé
w praktyce oraz zbadal jej pojemno$¢ (pamiec) stosujac
metode pola $redniego dla szkta spinowego [3]. Stoso-
wanie w praktyce sieci Hopfielda ograniczone jest jej
niewielkg pojemnoscia, a takze zdarzajacym sie czasem
przypadkowym wytwarzaniem w trakcie treningu tzw.
miniméw (wzorcéw) pozornych, tj. przypadkowych mi-
nimoéw energii nieuksztaltowanych przez dane trenin-
gowe, ktére mozna znalez¢ podczas predykeiji.
Maszyna Boltzmanna. Rok po pracy Hopfielda,
w 1983, Hinton i Terrence Sejnowski zaproponowali roz-
szerzenie sieci Hopfielda, zwane maszyna Boltzmanna
[4], wprowadzajac do modelu neurony zwane ukrytymi
(ang. hidden), jak przedstawiono na rys. 1(b). To rozsze-
rzenie stato si¢ wazne dla calej dziedziny uczenia ma-
szynowego, poniewaz byto pierwszym wprowadzeniem
warstw neurondéw ukrytych, absolutnie kluczowych dla
sukcesu wspoélczesnych sieci neuronowych. Funkeja ener-
gii maszyny Boltzmanna jest nieco bardziej skompliko-
wana niz sieci Hopfielda, gdyz jest rozkladem brzego-
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wym uwzgledniajacych rézne wartosci neuronéw ukry-
tych

Ey(x,z) =— Zx,»wfjxxj - Zziwszzj - Zx,-wszzj,
ij ij ij

)
Fy(x)=-log > exp[-Ey,(x,2)]. (3)

Poza obecnoscig weztéw ukrytych, maszyna Boltzmanna
rozni sie tez od sieci Hopfielda sposobem trenowania.
Dalej minimalizowana jest energia dla danych trenin-
gowych, ale dodatkowo minimalizowana jest energia
probek ,kontrastowych’, generowanych z maszyny Bolt-
zmanna za pomoca probkowania Monte Carlo tancu-
chami Markowa. W efekcie, maszyna Boltzmanna nie
zapamigtuje konkretnych wzorcéw jak sie¢ Hopfielda, ale
stara si¢ odtworzy¢ rozktad prawdopodobienstwa, z ktd-
rego pochodzg wzorce treningowe. Zmniejsza to ryzyko
wytworzenia miniméw pozornych, ale generuje duze
koszty obliczeniowe, co spowodowalo, Ze wspolczesnie
sg rzadziej stosowane.

Glebokie sieci neuronowe. Wspotczesne sieci neu-
ronowe s3 czesto jednokierunkowe (z elementami re-
kurencyjnymi) i nie bazuja na minimalizacji energii.
Prosty przyklad wspolczesnego paradygmatu obrazuje
rys. 1(c). Taka jednokierunkowa sie¢ ma warstwe wyj-
$ciows, w ktdrej podaje swoje odpowiedzi. Mowimy, ze
jest probabilistyczna, bo jej warstwa wyjsciowa zawiera
wszystkie mozliwe odpowiedzi i w zwigzku z tym norma-
lizujemy odpowiadajace im wartosci y;, by odpowiadaty
prawdopodobienstwu danej odpowiedzi. Jej trening od-
bywa si¢ poprzez minimalizacje bledu, czyli zmienianiu
parametrow sieci w taki sposob, zeby sie¢ w warstwie
wyjsciowej przypisywala jak najwigksze prawdopodo-
bienistwo oczekiwanej odpowiedzi. Rozpatrzmy przyklad,
aby unaoczni¢ réznice w dziataniu modeli bazujacych
na minimalizacji energii i sieci opartych na minimali-
zacji bledu. Standardowym zadaniem jest rozpoznawa-
nie, czy na obrazku znajduje si¢ kot czy pies. W war-
stwie wejsciowej sieci jednokierunkowej umieszczamy
wowczas obrazek i zmieniamy wagi sieci tak, by w war-
stwie wyj$ciowej pierwszy neuron miat wiekszg (mniej-
sza) warto$¢ niz drugi, jesli na obrazku jest kot (pies).
W przypadku modeli bazujacych na energii, takich jak
sie¢ Hopfielda, jedli na wejsciu umie$cimy obraz kota,
to w wyniku aktualizacji pikseli, sie¢ sprowadzitaby ob-
razek do zapamietanego wzorca kota i w taki sposob
odpowiedziala na pytanie. Tutaj warto wspomnie¢, ze
Hinton miat réwniez wielki wktad w rozwoj gltebokiego
uczenia maszynowego, w szczegolnoéci zaproponowat
dzialajacy sposdb treningu glebokich sieci neuronowych
(nawiasem modwiac, uzyt do tego maszyn Boltzmanna!),
czym poszerzyt w latach 2000. droge do nowoczesnego
uczenia maszynowego.

Uczenie maszynowe dla fizyki. Mimo ze rzadziej
stosowane w problemach inzynieryjnych, modele-dzieci
sieci Hopfielda i maszyny Boltzmanna z sukcesami stuza
fizyce kwantowej [5]. W tym momencie s3 one najbar-
dziej obiecujgcym podej$ciem do szukania stanéw pod-
stawowych najwiekszych i najtrudniejszych uktadéw
kwantowych (dwu- i tréjwymiarowych o wysokim pozio-
mie korelacji miedzy czastkami kwantowymi) [6]. Bar-
dziej ogoélnie, sieci neuronowe celujg w szukaniu wzor-
cow w danych, wiec stosowane sg w detekcji faz materii
i do wykrywania nowych ciekawych zachowan ukladéw,
ale takze w CERN, gdzie szukaja anomalii (w ktérych
moze kry¢ sie np. nowa czgstka elementarna), a takze
w astrofizyce, gdzie majg pomdc zrozumie¢ podstawowe
prawa rzadzace formacjg gwiazd i galaktyk [7].

Fizyka dla uczenia maszynowego. Interakcja fizyki
i uczenia maszynowego dziala w obie strony, w szcze-
golnosci fizyka nie tylko polozyla kamienie wegielne
pod uczenie maszynowe, ale i dalej je wspdtczesnie roz-
wija. Fizycy statystyczni, np. tacy jak Lenka Zdeborova
[8], probuja rozwigza¢ fundamentalne zagadki nowocze-
snych sieci neuronowych, takie jak ich zdolnos¢ do uogél-
niania i unikania przeuczenia polegajacego na gtupim
zapamietywaniu kazdego przyktadu, przy ogromnym
przeparametryzowaniu, ktore teoretycznie umozliwia
takie przeuczenie. Fizycy kwantowi jak Maria Schuld
szukajg sposobdw, zeby potgczy¢ modele uczenia maszy-
nowego z kwantowym przetwarzaniem informacji [9].
Poza tym problemy z réznych galezi fizyki sg zrodtem
ciekawych, dobrze poznanych danych, ktdre pomagaja
wylapywac ograniczenia sieci neuronowych i lepiej zro-
zumie¢ ich dziatanie [10].

Nobel za wczes$nie? Uczenie maszynowe bez watpie-
nia jest nowym obiecujacym narzedziem, ktére, podaza-
jac za analogia Stevena Chu, pozwala zajrze¢ pod nowe
kamienie. Ale czy faktycznie zobaczyli$my co$ ciekawego
pod jednym z tych kamieni? Wydaje sie, ze do tej pory
Nagrody Nobla za nowe przyrzady pomiarowe przyzna-
wane byty juz po tym, gdy nagrodzone przyrzady udo-
wodnily swoja warto$¢ dla nauki. Michelson otrzymat
Nobla juz po wykonanym w 1887 roku doswiadczeniu
Michelsona-Morleya dowodzacym, ze predkos¢ swiatta
w ukladzie zrédla nie zalezy od ruchu Ziemi. Siegbahn
dostal Nobla za spektroskopie rentgenowska, ale juz po
tym jak dzieki niej poprawit uktad pierwiastkéw i zrozu-
mial lepiej powloke elektronowsg. Przy Noblu za projekty
mikroskopu elektronowego i skaningowego mikroskopu
tunelowego wiadomo bylo, gdzie takich odkry¢ szuka¢.

Sieci neuronowe to nie koniec fizyki. Cho¢ narzedzie
to jest bardzo obiecujace, to jednak daleko jest jeszcze
do faktycznego rozwiazywania probleméw naukowych
za jego pomocg, mimo twierdzen niektdrych twércow
(w tym Sama Altmana - dyrektora generalnego OpenAl,



A. Dawid, Ktokolwiek widzial, ktokolwiek wie! Ukradziono Nagrode Nobla z fizyki! 15

ktory w wywiadzie z NBC News na Aspen Ideas Festival
zadeklarowal, ze w przyszlosci bedziemy mogli wydawa¢
polecenie komputerowi hey, computer, discover all of phy-
sics i on to zrobi). Kiedy kto$ wypowiada sie ekstatycznie
o nowym sprzedawanym narzedziu, warto sprawdzi¢, czy
stowa tej osoby moga mie¢ drugie dno, a w szczegdlno-
$ci czy jej zarobki moga zaleze¢ od opinii spoleczenstwa
o tworzonych przez nig narzedziach. Poki co, w najlep-
szym razie, sieci neuronowe daja nam odpowiedzi na
rézne pytania, nie informujac jednak o $ciezce rozumo-
wania i w zwigzku z tym, majg ograniczone mozliwosci
odkrywania przed nami mechanizméw rzadzacych rze-
czywisto$cig. To jest co$, co najbardziej zaskakuje mnie
w werdykcie komisji noblowskiej: ta nagroda wydaje
sie przedwczesna. Cho¢ sieci neuronowe pomagaja nam
w pracy naukowej, to brakuje wcigz przykladu, w ktérym
dzigki sieciom dowiedzieli$my si¢ czego$ przefomowego
i nowego o $wiecie. Dobrym przykladem tego ogranicze-
nia jest AlphaFold [11], czyli najwickszy dotychczasowy
sukces uczenia maszynowego w nauce. AlphaFold pobito
wszelkie inne numeryczne podejscia do przewidywania
struktury tréjwymiarowej biatek, znajac tylko kolejnos¢
aminokwaséw w bialku. Jest fantastycznym, cho¢ nie-
idealnym narzedziem do predykcji, ktore przyspieszylto
prace biologéw podajac dobre punkty wyjsciowe do dal-
szych badan, ale nie rozwigzalto problemu skladania bia-
tek, a w szczegdlno$ci niewiele powiedziato nam o mecha-
nizmach rzadzacych skladaniem biatek [12]. Problemem
AlphaFold, jak i innych sieci neuronowych, jest brak ich
interpretowalnosci. Pracujemy nad tym i np. w celu de-
tekcji przejs$¢ fazowych budujemy specjalne sieci, ktore
zmuszone s mowic naszym jezykiem i dzieki temu ro-
zumiemy, co dokladnie robig [13]. Wymaga to jednak
jakiego$ stopnia zrozumienia atakowanego problemu,
wiec wielkim wyzwaniem jest projektowanie interpreto-
walnych sieci dla probleméw, o ktorych niewiele wiemy.

ChatGPT i jego krewniacy tez nie zwiastuja konca fi-
zyki. Najbardziej imponujace wspotczesnie modele ucze-
nia maszynowego, ktore spowodowaty ostatni zryw za-
interesowania tymi metodami to niewatpliwie wielkie
modele jezykowe, takie jak ChatGPT, Claude, czy Ge-
mini. S3 one modelami probablistycznymi, tak trenowa-
nymi by przewidywaly jak najbardziej prawdopodobne
kontynuacje zdan. Cho¢ wykazujg imponujace zacho-
wania emergentne (np. duze modele potrafig podaza¢
za instrukcjami, cho¢ nie byty konkretnie tego uczone),
to ostatecznie ich interakcja ze $wiatem zewnetrznym
odbywa sie, w duzej mierze, za posrednictwem tekstu.
Wyobrazcie sobie, ze nigdy niczego nie dotkneliscie, nie
zobaczyliécie, nigdy niczym nie rzuciliscie. Mozecie tylko
czytac o tym co inni robig, a waszym jedynym celem jest
zgadywad, jakie stowa pojawig sie za chwile. Co najwyzej
ogladacie czasem zdjecia lub wideo, ale niewiele pomaga

to w zrozumieniu przyczynowosci. Bardzo ciezko na tej
podstawie nauczy¢ sie zasad dzialania rzeczywistosci czy
ciekawosci i zadawania niezadanych jeszcze pytan. La-
two za to ,halucynowa¢” [14] i dochodzi¢ przez to do
btednych (w wersji pesymistycznej) lub zaskakujgcych
(w wersji optymistycznej) wnioskéw na temat Swiata. Te
ograniczenia objawiajg si¢ szczego6lnie w zadaniach wy-
magajacych rozumowania i planowania, czego wielkie
modele jezykowe wcigz nie opanowaly [15]. Sg to ograni-
czenia, z ktorych koniecznie trzeba zdawa¢ sobie sprawe,
gdy chce sie korzysta¢ z tych narzedzi. Zawsze spraw-
dzajcie fakty podawane przez modele jezykowe, zanim
sie na nie powolacie — wystarczy szybkie wyszukiwanie
internetowe.

Ekscytujaca przyszlosc. Wielke modele jezykowe
beda swietnymi asystentami osobistymi i beda tylko le-
piej i lepiej wykonywac¢ zadania zwiazane z tekstem. Na-
ukowcy dalej beda stawiaé krytyczne hipotezy i testowaé
je wykonujac eksperymenty oraz analizujac wyniki. Be-
dziemy mie¢ za to teraz inspirujacg pomoc w postaci
sztucznych sieci neuronowych, ktére usprawnig rézne
elementy tego procesu: poprawig btedy jezykowe, stresz-
cza artykuly naukowe, zautomatyzujg powtarzalne ele-
menty pracy do$wiadczalnej [16], czy nawet bedg part-
nerem do dyskusji na temat dowodéw matematycznych
czy nowych kierunkéw badan [17]. Gdy uczynimy je in-
terpretowalnymi, moze pokaza nam tez wzorce, ktore do
tej pory przegapialiémy w jakich$ danych naukowych?
Moze wytlumaczg rozwigzanie problemu, ktére do tej
pory nam si¢ wymykato? Takie odkrycie byloby przeto-
mowe iz pewnos$cig warte Nobla!
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